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摘 要：为解决现有的基于图像分类、目标检测等算法的施工场地图像智能识别方法无法识别工

人、施工机械等目标对象准确数量与精确边界的问题，引入语义分割算法，以超大规模基坑为应用

场景，构建一套建筑信息模型（BIM）增强的语义分割图像数据集、开发基于 DeepLabv3+的语义分

割算法，并提出基于语义分割结果的目标对象识别方法。首先，基于宁波市某超大基坑工程采集

施工场地实拍图像，并通过 BIM 技术生成大量与实际施工场景类似的效果图像以增强数据集。选

取工人、挖掘机、卡车、混凝土搅拌车、混凝土泵车、吊车、围栏、塔吊、混凝土支撑及背景共 10 类基

坑施工场地中常见的对象作为语义分割的目标对象，对所有图像进行像素级的精细标注。在构建

的图像数据集上以 DeepLabv3+网络为基础开发语义分割算法，并通过对比实验研究不同主干特

征提取网络与损失函数组合对于算法性能的影响，以及效果图像对于算法性能的提升效果。结果

表明：采用 Xception 作为主干特征提取网络和 Dice loss+CE loss 作为损失函数的 DeepLabv3+模

型分割效果最佳，平均交并比（ĪoU）值达到 68.24%，能基本实现在近景、远景、不同的天气及环境光

线条件下对工人、机械设备、结构等对象的像素级分割。采用基于 BIM 生成的效果图训练模型对

模型分割效果具有显著的提升作用，与仅采用实拍图相比模型的 ĪoU 值提高了 26.27%。基于语义

分割结果的目标对象识别方法能准确输出基坑施工场地图像中的支撑、机械设备等对象的类型与

数量。
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recognition methods cannot accurately identify the accurate quantities and precise boundaries of target objects 
such as workers and equipment in construction site images, this paper introduces semantic segmentation, 
creates an image dataset enhanced with building information modeling (BIM), develops a semantic segmentation 
algorithm based on DeepLabv3+ and proposes a target object recognition method based on semantic 
segmentation results, by taking oversized excavation sites as the application scenario. First, real images of 
excavation sites were captured from an oversized excavation project in Ningbo City, and a large number of 
synthetic images similar to actual excavation scenes were generated using BIM technology to enhance the 
dataset. Worker, excavator, truck, mixer truck, pump truck, crane, fence, tower crane, strut, and 
background, which are common objects in the 10 categories of excavation sites, were selected as target objects 
for semantic segmentation, and all images were accurately labeled at the pixel level. Based on the DeepLabv3+ 
network, a semantic segmentation algorithm was developed on the created image dataset, and the impact of 
different backbone networks and loss function combinations on algorithm performance, as well as the effect of 
synthetic images on algorithm performance improvement, were studied through comparative experiments. The 
results show that the DeepLabv3+ model with Xception as the backbone network and Dice loss+CE loss as 
the loss function performs the best, with a mean intersection over union (ĪoU) value of 68.24%, which can 
achieve pixel-level segmentation of workers, equipment, structures, and other objects under different weather 
and environmental lighting conditions in close-up and distant views. The model trained on synthetic images 
generated based on BIM has a significant improvement effect on the model segmentation performance, with an 
ĪoU value increase of 26.27% compared to the model trained only on real images. The object recognition method 
can accurately output the types and quantities of objects such as supports and mechanical equipment in 
excavation site images.
Keywords: oversized excavation； semantic segmentation； deep learning； building information modeling(BIM)； 
DeepLabv3+

随着新型城镇化建设的不断推进，城市地下空

间开发作为实现城市可持续发展目标的重要途径

受到了广泛重视，同时促生了大量超大规模的基坑

工程。与普通基坑工程相比，大规模基坑工程面积

大，建设周期长，风险因素多、分布广，实现实时、无

死角的现场监控对于其潜在风险的识别与管理至

关重要。传统的人工巡检方法由于效率低、主观性

强且存在巡检盲点，已难以满足大规模基坑工程现

场监控的需求。

基坑施工场地图像是一类获取成本低廉又蕴

含丰富信息的数据。一方面，近年来随着手机、摄

像头、无人机等图像采集设备的迅速发展，基坑工

程施工场地的实景图像可以很方便地获取。另一

方面，施工场地图像蕴含丰富的信息，如工程施工

进度、效率、安全状态等，基于图像数据开发智能识

别算法是实现大规模基坑工程现场实时、无死角监

控的有效途径。目前已经有大量研究提出了基于

计算机视觉的施工场地图像智能识别方法，用于识

别场地异常施工活动 [1-2]，检测工人是否佩戴安全

帽 [3]等。

尽管目前已有大量研究涉及施工场地图像的

智能识别，但是其主要局限在图像分类、目标检测

等较为简单的计算机视觉任务，无法得到图像中目

标对象的精确边界信息。例如，传统研究基于目标

检测识别施工场地图像中目标对象之间的距离，其

一般方法是将目标对象视为质点，通过计算目标检

测算法得到的目标对象边界框中心之间的距离，作

为目标对象之间的距离。然而目标对象之间的实

际距离应为边缘之间的距离，对于车辆、设备等大

型施工设备来说采用这种传统的基于质心的距离

识别方法会带来显著的误差。因此，引入语义分割

算法对施工场地图像进行像素级的分类，实现对目

标对象具体形状的精确识别，对于施工场景深入、

精细化的智能识别具有重要意义。

目前大规模基坑工程施工场地图像的语义分

割研究主要难点在于：缺乏与基坑施工场景相关的

采用语义分割级别标注的公开图像数据集；大规模

基坑工程施工场景十分复杂，包含人员、机械、材

料、结构等各类对象，且图像中存在各类对象互相

遮挡情况，难以精确识别；大规模基坑工程由于面

积大，远距离获取的图像或视频中存在很多细小物

体难以精确识别；与目标检测相比，语义分割任务

计算成本显著增加，实现实时的识别速度有很大

挑战。
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笔者首先针对工程领域缺乏开源的大规模基

坑施工场地图像语义分割数据集问题，以宁波市某

超大基坑工程为背景，采用手机拍摄实景图像、基

于 BIM 的计算机软件合成效果图像两种方式收集

并标注了大量图像，构建基坑施工场地图像语义分

割数据集；在图像数据集上以 DeepLabv3+网络为

基础开发语义分割算法；通过对比实验研究不同主

干特征提取网络与损失函数组合对算法性能的影

响，以及效果图像对算法性能的提升效果；提出基

于语义分割结果的目标对象类别与数量识别方法，

并实际验证了其识别效果。

1　相关研究

1. 1　施工场地图像的智能识别

目前施工场地图像的智能识别研究主要基于

图像分类、目标检测及语义分割 3 类算法。图像分

类算法是最简单的一类计算机视觉任务，其目的是

输出待识别图像中主要对象的类别，经典的算法包

括 VGG[4]，ResNet[5]等。Ding 等 [1]结合卷积神经网络

（CNN）和长短期记忆网络（LSTM）实现了对施工

场地中工人危险动作的识别。Gao 等 [6]基于 VGG
网络，并借助迁移学习技术，实现了混凝土结构图

像病害类别的识别。图像分类算法简单易实现，但

无法给出图像中所关心对象的具体位置，在计算机

视觉领域通常被用作目标检测算法和语义分割算

法的主干特征提取网络。

在图像分类算法的基础上，很多学者采用目标

检测算法对施工场地的图像进行智能识别。目标

检测算法不仅能给出图像中物体的所属类别，而且

能 框 选 出 其 具 体 位 置 ，经 典 的 算 法 有 RCNN[7]，

YOLO 系列网络 [8]等。Fang 等 [3]采用 Faster RCNN
算法实现了对施工场地中工人是否佩戴安全帽的

识别。Lin 等 [2]采用 Faster RCNN 算法对施工场地

中机械设备的异常施工活动识别进行了相关研究。

相较于图像分类算法，目标检测算法虽然能实现目

标对象的定位，但是无法给出其精确的边界信息，

在实际的工程应用中仍有局限性。因此，为了对施

工场地图像进行更深层次的视觉理解，应用语义分

割算法是有前景的研究方向。

1. 2　语义分割算法及其工程应用

语义分割算法的目的是对输入图像进行像素

级分类，即输出图像中每一个像素所属的类别，能

给出拟识别对象的精确边界信息。早期的语义分

割算法主要是基于图像数据的统计特征，如阈值算

法、边缘检测算法、k-means 聚类算法等 [9]。近年来

随着深度学习技术的发展，基于 CNN 的 FCN[10]网

络，基于编码 -解码网络结构的系列网络（U-Net[11]、

V-Net[12]、SegNet[13]等）相继被提出，大幅提高了图像

语 义 分 割 的 效 果 。 其 中 ，Chen 等 [14] 提 出 的

DeepLabv3+算法被认为是语义分割算法的新高

峰，在开源的数据集上达到了十分优越的效果。

目前语义分割算法在土木工程领域中的应用

主要集中在结构健康检测，包括对路面缺陷 [15-17]的

检测，钢结构 [18]和混凝土结构缺陷 [19-22]的检测，盾构

隧道渗漏水 [23-25] 的检测，以及输水管道的损伤检

测 [26-27]等。除此之外，Golparvar-Fard 等 [28]采用语义

分割算法对高速公路道路标识、信号灯等进行识别

以评估其状态。Zamani等 [29]采用 DeepLabv3+算法

对土体的地质剖面图像进行识别，实现了对土层边

界以及土体类型的准确识别。

虽然已有大量研究涉及语义分割算法的工程

应用，然而针对施工场地图像的语义分割研究鲜见

于文献中。施工场地环境十分复杂，遍布各类对

象，且对象之间存在复杂的遮挡关系，采用语义分

割算法对其进行精准分割具有很大难度。除此之

外，目前工程领域尚缺乏与基坑施工场景相关的采

用语义分割级别标注的公开图像数据集，很大程度

上阻碍了基坑施工场地图像语义分割模型的开发。

2　基坑施工场地图像数据集

为了训练基于深度学习的基坑施工场地图像

语义分割模型，首要任务是建立足够规模的采用语

义分割级别标注的图像数据集。笔者采用手机拍

摄、基于 BIM 的计算机软件合成两种方式采集并标

注大量基坑施工场地图像，用于后续语义分割模型

的开发。

2. 1　图像采集

首先基于宁波市某超大基坑工程通过手机拍

摄的方式采集 150 张实拍图像，图像的像素范围为

2 268~4 608，均保存为 Joint Photographic Experts 
Group （JPEG）格式。为保证图像数据集的多样性，

实拍图像从不同角度、不同距离，在不同的天气及

环境光线条件下采集。考虑到实际基坑工程中视

频监控设备大都安装在塔吊等高处进行远距离监

控，且在大面积施工场地中近距离拍摄图像费时费

力，在采集图像时均从施工场地围栏外进行远距离

拍摄，以保证实拍图像能真实地反映实际的基坑施

工场地监控场景。

由于实拍图像缺乏对基坑施工场地各类对象

的近景信息，拍摄角度也较为单一，为补充近景信

息及进一步扩充数据集，提出了一套基于 BIM 生成

施工场地效果图的流程，如图 1 所示。效果图生成
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过程中最为关键的是要尽可能真实地模拟基坑施

工场景，一方面需要模拟基坑周边道路、开挖区域、

围护结构等静态场景要素，另一方面还需要模拟工

人、车辆、机械等在施工过程中不断变化的移动场

景要素。为此，首先以实际基坑工程为原型采用

BIM 建模软件 Autodesk Revit 建立素三维 BIM 模

型，该模型主要包括整个基坑开挖区域、围护结构、

塔吊等固定对象，用于模拟基坑施工静态场景。在

此基础上，通过 Lumion 软件对三维 BIM 模型进行

场景增强，并借助于 Lumion 的资源库在模型中灵活

设置工人、车辆和机械等移动场景要素。为进一步

增强场景的真实感，对每个构件的材质进行精细设

置，将土层表面、格构柱表面、混凝土表面和承台表

面的材质替换为现场实拍的材质图像，使其在视觉

效果上与实际场景更加贴合。此外，根据实拍图像

中的环境光线，利用 Lumion 中的光线和阴影设置功

能调整环境光照效果，使整个场景的光影表现更加

自然。最后通过自定义相机高度、视角和焦距，以

不同的视点呈现施工场景的全景效果和局部细节，

导出不同角度与尺度下的基坑施工场地效果图。

需要说明的是，该效果图生成方法是一种通用方

法，图像生成十分灵活方便，理论上可生成任意数

量的效果图。然而考虑到图像的语义分割级别标

注是项极其耗费时间的工作，因此，共收集 180 张具

有代表性的基坑施工场地效果图，所有效果图的像

素均设置为 1 280×720，保存为 JPEG 格式。

2. 2　图像标注

选取 10 类基坑施工场地中常见的对象作为语

义分割的目标对象，分别为工人、挖掘机、卡车、混

凝土搅拌车、混凝土泵车、吊车、围栏、塔吊、混凝土

支撑及背景。采用开源的 LabelMe[30]标注工具对图

像数据集中的目标对象进行像素级的精细标注，形

成 包 含 原 始 图 像 信 息 和 标 签 信 息 的 JavaScript 
Object Notation （JSON）文件。标注过程如图 2 所

示，使用多边形工具将出现在图像中的目标对象框

选并赋予相应的标签信息，若不同目标对象之间存

在遮挡，则先标注被遮挡对象，后标注遮挡对象。

通过内置函数提取标签信息并将其转换为与原始

对象对应的标签图像，用于后续语义分割模型的建

立。图 3 展示了所构建的图像数据集中的部分原始

图像与对应的标签图像，各类目标对象分别用不同

颜色表示。表 1 统计了图像数据集中各目标对象的

实例数和像素数。从表中可以看出实拍图中卡车、

混凝土搅拌车、混凝土泵车和吊车对象的实例数相

对较少，因此，在效果图中对其进行了一定的补充

以保证语义分割模型的识别效果。另外，考虑到工

人对象在像素点占比上显著小于其他目标对象，可

能会导致模型难以识别，因此，在效果图中对其进

行了大量的补充。

图 1　基于 BIM 的施工场地效果图生成流程

Fig.1　Flowchart for generating synthetic images of construction sites based on BIM

图 2　图像标注

Fig.2　Image annotation
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3　深度语义分割算法

DeepLabv3+算法 [14]是一种语义分割算法，其

网络结构采用编码器-解码器形式，相对于其他语义

分割算法，具有更优越的性能和鲁棒性。因此，以

DeepLabv3+算法为基础实现对基坑施工场地图像

的语义分割。图 4 展示了 DeepLabv3+ 网络的结

构，主要由 3 部分构成：主干特征提取网络，用于提

取输入图像的高级特征 ；空洞卷积池化金字塔

（atrous spatial pyramid pooling，ASPP），用于提取不

同尺度的图像语义信息；解码器结构，用于提取目

标对象的低级特征，并恢复编码过程中丢失的边界

信息，从而提升目标对象分割的细节。

3. 1　主干特征提取网络

主干特征提取网络一般选择经典的卷积神经

网络结构，如 ResNet[5]、MobileNet[31]、Xception[32]等。

在进行特征提取前，首先通过预处理将输入图像的

大小统一调整为 1 280×720×3，分别代表图像的

宽、高和通道数。为了避免图像尺寸变化带来失真

问题，在尺寸归一化的过程中首先保持原图像的长

宽比不变，对图像进行等比缩小，之后再对剩余区

域进行纯色填充。处理后的图像输入主干特征提

取网络后输出一个低级特征层和一个高级特征层。

其中，高级特征层作为下一步 ASPP 结构的输入，低

级特征层被直接输出到解码器中。

3. 2　ASPP
ASPP 结构首先通过不同空洞率的空洞卷积层

对输入的高级特征层进行不同尺度的采样，形成融

合多尺度语义信息的加强特征层。其中，空洞卷积

通过在卷积核中引入空洞机制，相比于传统卷积能

够在不改变输出特征图尺寸的前提下有效增大模

型的感受野，减少 DeepLabv3+网络在特征提取过

程中的目标信息丢失。该 ASPP 结构中包含 3 个并

行设置的空洞卷积层，其空洞率分别为 6、12 和 18。
此外，ASPP 还包含一个全局池化和上采样的分支

用于提取加强特征。将所有加强特征层融合并通

过一个 1×1 卷积层降维后得到最终的编码器提取

的特征层，输出到解码器中。

3. 3　解码器结构

在解码器中，主干特征提取网络输出的低级特

征层首先经过 1×1 卷积层，然后与通过 4 倍上采样

放大的特征层融合得到新的特征层。新特征层在

经过一个 3×3 卷积层后，通过 4 倍上采样输出得到

语义分割结果。DeepLabv3+算法采用高效的编

码 -解码结构，在编码过程中没有进行特征膨胀，有

效地提高了计算速度；在解码过程中通过融合特征

与上采样操作，逐渐恢复目标对象的精细边界信

息，进一步提升了图像的分割精度。

3. 4　损失函数及评价指标

损失函数用于计算在模型训练过程中预测的

语义分割结果与实际标注结果之间的差别，通过反

向传播算法优化更新模型参数。已有研究 [33]表明，

损失函数对于语义分割模型效果的影响十分显著。

考虑到构建的图像数据集中不仅各类目标对象实

例数差异较大，且存在工人等细小的目标对象，可

表 1　图像数据集统计

Table 1　Statistics of the image dataset

对象类别

工人

挖掘机

卡车

混凝土搅拌车

混凝土泵车

吊车

围栏

塔吊

混凝土支撑

实拍图

实例数

94
345

23
20

9
20

156
304
196

像素数

421 039
18 857 317

4 439 030
1 263 911

478 586
333 885

34 306 615
49 983 248

319 847 033

效果图

实例数

167
65
73
44
41
52

104
106
182

像素数

417 804
2 466 777
3 698 149

994 162
1 878 417
1 953 813
5 732 909
1 625 247
9 049 098

图 3　部分原始图像与对应的标签图像

Fig.3　Sample images and corresponding labeled images
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能会显著降低模型的预测效果。为了提升语义分

割 模 型 的 性 能 ，选 取 Cross Entropy (CE) loss、
weighted Cross Entropy (wCE) loss、Focal loss、Dice 
loss 及其组合，探究用于模型训练的最佳损失函数

形式。

CE loss的计算式为

ℓCE ( gij,P̂ ij )= -∑
k

δ ( gij = k ) ln p̂ ( k )
ij （1）

式中：gij为像素点(i, j)的真实类别；P̂ ij 为预测的各类

别概率，P̂ ij = ( p̂ ( 1 )
ij ,p̂ ( 2 )

ij ,…,p̂ ( 10 )
ij )⊤；k 为各类别的编

号，k = 1, 2…10；δ 为 Kronecker符号。

wCE loss 在 CE loss 的基础上引入权重，以缓

解数据集中目标对象样本不均引起的训练困难问

题，其计算式为：

ℓwCE ( gij,P̂ ij )= -∑
k

δ ( gij = k ) βk ln p̂ ( k )
ij （2）

式中：βk 为分配给各个类别的权重，通常取各类别样

本占比的倒数

βk = 1
rk

,rk =  类别k的像素数

总像素数
（3）

Focal loss 在 CE loss 的基础上引入调节因子 γ，

其计算式为

ℓFocal ( gij,P̂ ij )= -∑
k

δ ( gij = k ) ( 1 - p̂ ( k )
ij )γ ln p̂ ( k )

ij（4）

式中通过设定调节因子 γ 的值改变各类别预测结果

在损失函数中的占比，以提升模型在较难识别对象

中的性能。

由以上在像素点 (i, j)计算的损失值，模型在训

练中的总损失为

L ( g,P̂ )= 1
1280 × 720 ∑

i = 1

1280

∑
j = 1

720

ℓ ( gij,P̂ ij ) （5）

除此之外，还引入了基于区域的损失函数 Dice 
loss，用于提升模型对工人等细小对象的识别效果。

其计算式为

LDice = 1 - 1
10 ∑

k

Dk
c,Dc = 2TP

2TP + FP + FN

（6）

式中：Dc 为 Dice 系数，其值可由混淆矩阵中的 TP

（True Positive）、FP（False Positive）、FN（False 
Negative）数量计算得到。

为了评价模型对施工场地图像的分割效果，选

取平均交并比（mean Intersection over Union，ĪoU）作

为评价指标。交并比 IoU 是指预测值与真实值的交

集与并集之比，ĪoU 为每一类交并比的平均值，计算

公式如下：

ĪoU = 1
10 ∑

k

I k
oU,IoU = TP

TP + FP + FN

（7）

4　基坑场地图像语义分割实验及结果

首先通过实验探究不同主干特征提取网络

（MobileNetV2、ResNet-101、Xception）与不同损失

函数（CE loss、wCE loss、Focal loss、Dice loss+CE 
loss、Dice loss+wCE loss、Dice loss+Focal loss）的

组合对 DeepLabv3+语义分割模型效果的影响，以

得到最佳的基坑施工场地图像语义分割模型。将

150 张实拍图按 3∶1∶1 划分训练验证测试集，180 张

 

主干特征提取网络

空洞卷积池化金字塔 (ASPP)

1×1 卷积

3×3 卷积
空洞率6

3×3 卷积
空洞率12

3×3 卷积
空洞率18

池化 + 上采样

输入图像

编码器

语义分割结果
解码器

特征融合

80

45

80

45

80

45

1×1卷积

4倍上采样

320

180

1×1卷积

80

45

320

180

特征融合

3×3卷积 4倍上采样
320

180

80

45

1280

720

Xception

1280

720

图 4　DeepLabv3+网络结构

Fig.4　Architecture of DeepLabv3+ network
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效果图全部划入训练集，最终得到 9∶1∶1 的训练验

证测试集比例，图像数量分别为 270 张、30 张、30
张。除此之外，通过调整训练集中实拍图与效果图

的比例，对比验证效果图对基坑施工场地图像语义

分割模型的增强效果。

4. 1　实验环境及超参数设置

实验计算机操作系统为 Windows Server 2016，
显 卡 为 NVIDIA Tesla P40，显 存 24 GB。

DeepLabv3+算法通过基于 Python 计算机语言的开

源深度学习库 Pytorch 实现。

在模型训练前，首先对图像数据集进行随机缩

放、翻转、旋转、高斯模糊、色域变换等一系列图像

增强操作，扩充训练集大小，有效防止模型的过拟

合。为提升模型的训练效果，在训练过程中采用了

迁移学习方法。首先将在公开数据集 ImageNet[34]

上预训练的网络参数应用到主干特征提取网络上，

然 后 将 整 个 DeepLabv3+ 网 络 在 PASCAL VOC 
2012[35]数据集上预训练的网络参数作为初始参数，

最后在建立的施工场地图像数据集上训练。在模

型训练时，所有输入图像像素均预先调整为 1 280×
720，对于原始宽高比非 16∶9 的图像，采用灰条填充

的方式调整比例。为提高计算效率并节约计算资

源，训练的批大小设置为 2。初始学习率设置为 5×
10-4，并在训练过程中不断衰减，最小学习率设置为

5×10-6。采用 Adam 优化器更新网络参数，网络训

练世代数设置为 200，以保证网络在训练过程中能

够达到收敛。

4. 2　训练结果

训练过程中的损失与 ĪoU 曲线如图 5 所示。由

图 5 可以看出，训练集和验证集的损失在前 20 个训

练世代迅速降低。在 60 个训练世代后，损失与 ĪoU

值已基本稳定，表明网络性能已在训练过程中收

敛。此外，训练集与验证集的损失值相差很小，表

明网络在训练过程中没有出现过拟合的现象。

4. 3　测试结果

表 2 展示了不同主干特征提取网络与损失函数

组合下 DeepLabv3+网络模型在测试集上的 ĪoU 结

果。从表 2 可以看出，采用 Xception 作为主干网络

和 Dice loss+CE loss 作为损失函数的网络模型在

测试集上达到了最好的效果，ĪoU 值为 68. 24%。主

干 网 络 的 效 果 在 相 同 的 损 失 函 数 设 置 下 优 于

MobileNetV2 和 ResNet-101，主要是因为其采用的

深度可分离卷积结构 [32]具有显著的优越性。此外，

可以发现与 Dice loss 相组合的损失函数能够显著

提高网络模型的性能，主要是因为 Dice loss 根据目

标对象的识别区域进行损失的计算，与像素点占比

的大小无关，能显著提高模型对于细小物体的识别

能力。值得一提的是，在 CE loss中引入权重后显著

降低了模型的效果，其主要原因是对于样本高度不

平衡的数据集各目标类别的权重差距过大，造成模

型在训练过程中难以收敛。

图 6 为最优 DeepLabv3+模型的各目标对象 IoU

值。一般情况下，语义分割任务中拟识别的目标对

象 IoU值超过 50%，即可认为模型对其有基本的识别

能力。由图 6 可以看出，训练的模型对于挖掘机、混

凝土搅拌车、混凝土泵车、围栏、塔吊和混凝土支撑

均有较好的识别效果，但是对工人和吊车的识别效

果稍差，尤其是吊车对象，IoU 值仅为 32%。其主要

原因是工人、吊车对象不仅像素点占比小，而且形

状比较细长，使得模型难以准确识别。现有分割模

型主要针对常规形态目标设计，在面对吊车等具有

显著线性特征及复杂空间延伸结构的对象时，往往

容易出现结构断裂或轮廓不连续的问题。未来研

究应进一步优化算法架构，着重提升对线性及细长

特征的捕捉与重建能力。

表 3 详细比较了不同配置下 DeepLabv3+网络

在参数规模和计算成本方面的表现。结果显示，以

ResNet-101 和 Xception 为主干网络的 DeepLabv3+
参数量约为 MobileNetV2 版本的 10 倍，因此，训练

 
图 5　训练过程中的损失与 ĪoU 曲线

Fig.5　Loss and ĪoU curves during the training process

表 2　不同配置下 DeepLabv3+网络的 ĪoU 值

Table 2　 ĪoU values of DeepLabv3+ network with different setups

主干特征提取网络

MobileNetV2
ResNet-101

Xception

CE
56. 06%
57. 26%
61. 59%

wCE
45. 65%
44. 44%
46. 80%

Focal
57. 05%
60. 17%
61. 73%

Dice+CE
64. 27%
66. 41%
68. 24%

Dice+wCE
58. 59%
59. 28%
59. 95%

Dice+Focal
63. 98%
67. 70%
67. 65%
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时间显著增加。在训练过程中，MobileNetV2 主干

网络所占用的内存仅为 Xception 的一半，显著降低

了 计 算 资 源 需 求 。 在 推 理 速 度 方 面 ，基 于

MobileNetV2 的 DeepLabv3+ 达 到 了 39. 84 FPS
（Frames Per Second：每秒帧数），满足了基坑施工

场 景 图 像 实 时 语 义 分 割 的 要 求（推 理 速 度 >30 
FPS）。尽管 Xception 主干网络因较高的计算成本

其推理速度仅为 15. 85 FPS，但通过提升计算平台

性能，仍可满足现场实时监控的需求。

为研究基于 BIM 生成的效果图对基坑施工场

地图像语义分割模型训练的增强效果，调整训练集

中实拍图与效果图的比例来比较模型的性能。表 4
展示了不同训练集下模型的 ĪoU 值以及各目标对象

的 IoU 值，其中 DeepLabv3+模型统一采用 Xception
作为主干网络，Dice loss+CE loss 作为损失函数。

从表中可以看出采用效果图辅助模型训练对于模

型预测性能的提升具有显著的效果，与不采用效果

图训练相比测试集上的 ĪoU 值提高了 26. 27%（从

41. 97% 到 68. 24%）。几类细小的或是在数据集中

数量很少的难以识别的目标对象，例如工人、混凝

土搅拌车、混凝土泵车和吊车等，在未混合效果图

的情况下模型不具备对其的识别能力。然而，由于

在效果图中针对性地对这几类难以识别目标对象

的实例数进行了补充，并通过特定的近景图像补充

了目标对象的细节信息，随着效果图混合比例的增

大，模型逐渐具备了对这几类难以识别目标对象的

识别能力。在混合 40% 数量的总效果图时模型已

能识别这几类难以识别的目标对象，且随着效果图

混合比例的增大，其 IoU值进一步提高。除了这几类

难以识别的目标对象外，效果图的引入对于模型对

其他目标对象的识别效果也均有提升作用。在效

果图数量达到 40% 后，后续继续增加效果图的数量

对模型效果的提升作用开始减弱，表明所收集的效

果图数量基本足够用于模型的训练。

图 7 为不同训练集下 DeepLabv3+网络对测试

集图像的分割效果。从图中可以看出，对于图 7（a）
和（b）这类基本不包含细小物体的近景图像，训练

的网络模型能够有效地分割出各类不同的目标对

象，并且能够正确识别图像中对象之间的遮挡关

系，如模型能正确识别图 7（b）中遮挡了卡车的挖掘

机对象。随着训练集中效果图比例的增加，模型对

于各类目标对象轮廓的分割越来越准确。对于图 7

图 6　各目标对象的 IoU值
Fig.6　IoU values of each target object

表 3　不同配置下 DeepLabv3+网络的参数与计算成本比较

Table 3　Comparison of parameters and computational cost of DeepLabv3+ network with different setups

主干特征提取网络

MobileNetV2
ResNet-101

Xception

参数/106

5. 815
59. 344
54. 711

GFLOPs
186. 095
625. 679
586. 784

显存占用/MB
7 072

11 256
14 766

训练时间/s
36. 30
55. 33
71. 75

验证时间/s
6. 42
7. 11
7. 15

推理速度/FPS
39. 84
19. 52
16. 66

注：实验环境为 Ubuntu 18.04 操作系统，NVIDIA RTX 3090 24GB GPU、Intel Xeon Platinum 8358P CPU。GFLOPs （Giga Floating-point 
Operations Per Second）：每秒十亿次的浮点运算数。FPS（Frames Per Second）：每秒帧数。

表 4　不同训练集下 DeepLabv3+网络的 ĪoU 值

Table 4　 ĪoU values of DeepLabv3+ network with different training sets

训练集

实拍图

比例

60%
60%
60%
60%
60%
60%

效果图

比例

0%
20%
40%
60%
80%

100%

验证集

实拍图

比例

20%
20%
20%
20%
20%
20%

测试集

实拍图

比例

20%
20%
20%
20%
20%
20%

ĪoU

41. 97%
47. 92%
62. 74%
65. 10%
66. 77%
68. 24%

工人

0
27%
39%
44%
47%
46%

挖掘机

66%
69%
69%
74%
73%
74%

卡车

37%
50%
54%
55%
54%
55%

混凝土

搅拌车

0
0

64%
62%
69%
72%

混凝土

泵车

0
0

46%
57%
57%
69%

吊车

0
0

21%
25%
36%
32%

围栏

70%
71%
70%
71%
65%
69%

塔吊

73%
74%
76%
76%
77%
76%

混凝土

支撑

81%
92%
93%
92%
93%
93%

背景

93%
96%
96%
96%
96%
96%
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（c）和（d）这类包含工人、混凝土泵车臂、吊车臂等细

小对象的远景图像，训练的网络模型分割效果显著

降低，仅在实拍图上训练的模型甚至完全无法识别

出部分目标对象。随着训练集中效果图比例的增

加，模型对细小对象的分割效果显著提升，主要原

因是在效果图中对工人等细小对象的近景信息进

行了大量补充。上述结果表明，在基于 150 张实拍

图和 180 张效果图构建的基坑施工场地图像数据集

上训练的语义分割模型已能基本实现在近景、远

景、不同的天气及环境光线条件下对工人、机械设

备、结构等对象的像素级分割。

4. 4　效果图优缺点讨论

实验结果表明，在训练基坑施工场地图像语义

分割模型时，效果图的引入显著提升了模型性能，

与仅使用实拍图进行训练相比，加入效果图后模型

的 ĪoU 值提高了 26. 27%。基于 BIM 生成的效果图

能够有效弥补实拍图中个别对象实例数或像素占

比不足的问题，从而增强模型对这些对象的识别能

力。提出的基于 BIM 的效果图生成方法能够生成

多角度、多尺度的基坑施工场地效果图，这些图像

在视觉效果上高度逼真，能够模拟复杂的基坑施工

场景。此外，该方法支持对施工场景中各类移动对

象的自定义设置，从而满足各种特定需求。更为重

要的是，该方法不仅可以生成当前施工阶段的场

景，还能够模拟实际现场尚未发生的施工场景。效

果图生成过程灵活高效、成本低廉、操作便捷，为基

坑施工场地图像的获取提供了一种创新且实用的

解决方案。

尽管效果图在提升模型性能方面表现出显著

效果，但其仍无法完全替代实拍图。主要原因是效

果图在信息完整性和细节表现方面存在不足，而这

些缺陷源于三维建模过程的局限性。其中主要的

问题是基于 BIM 的三维模型难以准确还原复杂施

工现场的环境细节，导致效果图中缺乏真实场景中

的背景信息。此外，目标对象的建模受制于 Revit

图 7　不同训练集下 DeepLabv3+网络的图像分割结果

Fig.7　Segmentation results of DeepLabv3+ network with different training sets
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和 Lumion 软件中预设元素的限制。尽管工人与施

工机械（如挖掘机、卡车和吊车等）可以通过嵌入式

元素进行建模，但这些虚拟模型与真实图像中的对

象仍存在差异。一方面体现在几何形状与视觉风

格上，例如，Lumion 虽可模拟不同天气条件（如晴

天/阴天）及其对应的光照环境，但其生成的图像在

光线质感、阴影层次和色彩饱和度等方面仍与真实

场景存在可见差别，如图 8（a）、（b）所示。另一方

面，差异还体现在工人与机械设备的动作状态上。

例如，真实施工场景中工人的典型行为既包括静态

休息状态，也包括动态作业状态（如图 8（c）所示）；

而挖掘机在实际作业中则可能处于闲置、移动、旋

转、挖掘或卸载等多种动作模式 [36]，这些动态行为在

现有效果图中尚未得到充分还原。未来研究可以

聚焦于开发与施工现场目标对象高度匹配的定制

化元素，并将其集成到三维 BIM 模型建模过程中，

有助于生成更接近真实场景的效果图，从而提升效

果图在实际应用中的有效性。

5　基于语义分割的基坑场地对象识别

首先，基于 OpenCV 库采用图像形态学方法（开

运算、闭运算等）对语义分割结果中的各目标对象

像素进行处理，去除孤立像素和孔洞，以增强像素

区域的完整性和连贯性。然后，通过筛选特定面积

以下的区域进一步去除小面积的误检区域。最后，

利用 scikit-image 库对语义分割结果进行连接组件

分析，将相互连通的像素区域进行聚合，并统计图

像中各像素区域（即有效连接组件）的类型与数量。

图 9 分别以支撑、机械设备为例，展示了基于语义分

割结果的基坑场地对象识别流程。

图 8　效果图与实拍图对比

Fig.8　Comparison between sythetic and real images

（a） 支撑识别 （b） 机械设备识别

图 9　基于语义分割结果的基坑场地目标对象识别

Fig.9　Recognition of target objects at excavation sites based on semantic segmentation results
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从图 9 中可以看出，原始语义分割结果中存在

很多小的误检区域以及内部孔洞。经过图像形态

学运算以及筛选后，误检区域与孔洞显著减少，有

效避免了其对后续像素区域统计结果的干扰。从

图中输出的统计结果可以看出，所提出的识别流程

能够准确输出基坑施工场地图像中的支撑、机械设

备等目标对象的类型与数量。

6　结论

以超大规模基坑工程为应用场景，构建了一套

BIM 增强的语义分割图像数据集并开发了基于

DeepLabv3+的语义分割算法，实现了对复杂环境

条件下基坑施工场地图像中工人、机械设备、结构

等对象的像素级分割，并提出了基于语义分割结果

的目标对象类别与数量识别方法。主要结论如下：

1）采用 Xception 作为主干网络和 Dice loss+
CE loss 作为损失函数的 DeepLabv3+模型分割效

果最佳，ĪoU 值达到 68. 24%。采用与 Dice loss 相结

合的损失函数能够显著提升模型对于施工场地图

像中细小对象的分割效果。

2）采用基于 BIM 生成的效果图训练模型对模

型分割效果具有显著的提升作用，与仅采用实拍图

相比模型的 ĪoU 值提高了 26. 27%。所提出的效果

图生成方法简单、灵活、高效，可用于增强类似工程

领域的图像数据集。

3）基于语义分割结果，采用图像形态学运算与

连接组件分析的目标对象识别方法能够准确输出

基坑施工场地图像中的支撑、机械设备等目标对象

的类型与数量。

4）相较于图像分类与目标检测算法，开发的语

义分割算法能分割出复杂场景下施工场地各目标

对象的边缘细节，在对象类型数量识别、目标物体

间距离识别等方向具有实际的应用前景，可为施工

场景智能识别向着深入、精细化方向发展提供技术

支持。
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